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Аннотация Ключевые слова 
Гидрогели представляют собой трехмерные поли-
мерные сетки, в которых узлами выступают хими-
ческие или физические сшивки между макромоле-
кулами. В настоящее время гидрогели на основе 
полиакриламида являются перспективными ма-
териалами для изготовления тканеимитирующих 
фантомов мягких биологических тканей. Ключевое 
преимущество таких гидрогелей — возможность 
регулирования их механических свойств за счет 
варьирования концентрации сшивателя, т. е. числа 
сшивок, что позволяет имитировать характеристи-
ки различных органов и тканей. Однако подбор 
концентрации сшивателя для создания фантомов  
с заданными характеристиками представляет собой 
сложную задачу, требующую значительных вре-
менных и вычислительных ресурсов. Алгоритмы 
машинного обучения могут определять корреля-
цию между концентрацией сшивки и параметрами 
упругости полученного гидрогеля. На основе двух 
алгоритмов «случайный лес» реализована модель 
машинного обучения, способная прогнозировать 
механические свойства тканеимитирующих фан-
томов. Алгоритмы обучены на основе синтетиче-
ских данных, полученных в результате проведения 
численных экспериментов на индентирование в ли-
цензионном программном обеспечении для конеч-
но-элементного анализа ANSYS Workbench (Ansys 
Inc., США), с применением как линейно-упругой 
модели поведения материала, так и гиперупругих 
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неогуковской модели и модели Муни — Ривли-
на, а также на данных натурных экспериментов. 
Предсказания валидированы с помощью тестовых 
данных, составивших 30 % всего массива данных 
и не использованных в обучении алгоритмов, 
а также на результатах натурных экспериментов
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Введение. Материалы, способные воспроизводить механические свойства 
биологических тканей человека, широко применяют в медицинских иссле-
дованиях, позволяя проводить отработку режимов и калибровку нового 
оборудования, обучать персонал и разрабатывать методы диагностики  
без использования кадаверных тканей [1]. Проведение испытаний на таких 
материалах, известных как тканеимитирующие фантомы (tissue-mimicking 
phantoms), позволяет, с одной стороны, уменьшить или избежать исполь-
зования реальных органов, с другой, — повысить воспроизводимость экс-
периментов [2]. 

В медицинских исследованиях тканеимитирующие фантомы исполь-
зуют для построения моделей поведения тканей человека в условиях, дик-
туемых методами диагностики или стратегиями лечения заболеваний [3–7]. 
В частности, их применяют при моделировании траектории движения хи-
рургических и биопсийных игл [8]. Кроме того, эти материалы находят 
применение в исследованиях, основанных на методах медицинской визуа-
лизации (компьютерной томографии [9], магнитно-резонансной томогра-
фии [10], однофотонной эмиссионной компьютерной томографии [11], по-
зитронно-эмиссионной томографии [12]). Для обучения медицинского 
персонала инвазивным процедурам без риска для здоровья пациентов или 
животных используют фантомы из гидрогелей различной природы, по-
скольку такие материалы имеют необходимые свойства несжимаемости  
и вязкоупругости [13]. 

При разработке тканеимитирующих фантомов мягких биологических 
тканей широко используют гидрогели на основе природных или синтети-
ческих полимеров [14, 15], в частности полиакриламида (ПААм). Гидроге-
ли удобны для имитации мягких тканей вследствие способности удержи-
вать большое количество воды и воспроизводить механические свойства, 
приближенные к тканям человека. 

Полиакриламидные гидрогели получают свободнорадикальной поли-
меризацией мономера (акриламида) в присутствии сшивателя (N,N’-ме-
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тиленбисакриламида). Такие гели могут имитировать упругость различных 
мягких тканей и сохранять свойства в течение длительного времени, без-
опасны при работе. Важная особенность — варьирование механических 
свойств получаемого гидрогеля в соответствии с концентрацией сшивателя 
[16]. Фантом кожи с повышенной прочностью на основе ПААм и оксида 
графена предложен в [17]. Гидрогель из ПААм для изготовления стандарти-
зированных фантомов, имитирующих световые и звуковые свойства живых 
тканей, описан в [18]. Полученные образцы использованы для тестирования 
трех различных систем фотоакустической визуализации, что помогло оце-
нить разрешение и глубину визуализации. Кроме того, в [19] ПААм исполь-
зованы при разработке фантомов здоровых тканей молочной железы  
и аналогичных тканей, пораженных раковой опухолью. Установлено, что 
тканеимитирующие фантомы из ПААм совместимы с методами ультразву-
ковых исследований для локализации границ новообразований. 

Определение параметров упругости и исследование особенностей меха-
нического поведения гидрогелей являются важными задачами при разра-
ботке и испытаниях тканеимитирующих фантомов. Механические свойства 
этих материалов связаны с математическими моделями, описывающими  
их поведение при деформации. Так, в [20] применены трехпараметрическая 
модель Муни — Ривлина и модель Гента второго порядка для исследования 
механического отклика агарозных гелей. Следует отметить, что параметры, 
используемые во многих моделях высокого порядка, часто не имеют физи-
ческого смысла, поскольку определяются эмпирически по результатам  
одного или нескольких экспериментов или не универсальны для гелей раз-
личной природы ввиду ограничений применимости, накладываемых тер-
модинамическими теориями, лежащими в основе модели. На практике  
для определения механических свойств фантомов мягких тканей чаще при-
бегают к натурным экспериментам и к конечно-элементному анализу, при-
менение которого позволяет получить достоверные данные при проведении 
верификации полученных результатов и сократить число испытуемых об-
разцов. Современные экспериментальные методы определения параметров 
упругости гидрогелей описаны в [21]. Метод конечных элементов в [22] 
применен в качестве основного инструмента моделирования для анализа 
деформаций, возникающих в процессе 3D-печати скаффолдов из альгинат-
ных гидрогелей. Экспериментальные методы определения параметров упру-
гости требуют значительных временных ресурсов не только на подготовку 
образцов и проведение испытаний, но и на подбор технологических пара-
метров получения гидрогелей с заданными механическими свойствами,  
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в частности концентрации сшивателя. Для решения этой проблемы в насто-
ящее время находят применение алгоритмы машинного обучения, способ-
ные предсказывать механические свойства гидрогелей с высокой точно-
стью и скоростью, даже если данные о конкретном образце недоступны. 
Две нейронные сети для прогнозирования соответствия между механиче-
скими свойствами гидрогеля и массовой концентрацией желатина в гидро-
геле, варьируемой в диапазоне значений 5…20 %, предложены в [23]. Ис-
пытания, данные о которых не использованы при обучении, показали, что 
модель из двух нейросетей способна предсказывать механический отклик 
гидрогеля в испытании на индентирование с высокой точностью. Нейрон-
ная сеть для выявления зависимости полимерной структуры гидрогеля, 
смоделированной математически пространственной конфигурацией поли-
мерных цепей и узлов на основе метода SAW (Self-Avoiding Walk), от его 
механических свойств применена в [24]. Параметры упругости гидрогеля  
в [25] предсказаны нейронной сетью, обученной на сгенерированных изоб-
ражениях микроструктуры и результатах численных экспериментов в про-
граммном комплексе Abaqus/Explicit (Dassault Systemes, Франция). 

С учетом изложенного определение механических свойств гидрогелей 
является актуальной проблемой в сфере биомедицинских технологий. Со-
здание модели машинного обучения для прогнозирования механических 
свойств гидрогелей на основе концентрации сшивателя позволит значи-
тельно сократить число натурных испытаний и упростить процесс получе-
ния гидрогелей для разработки фантомов мягких тканей. Для решения этой 
задачи предложена модель машинного обучения, основанная на двух по-
следовательно работающих алгоритмах «случайный лес» (СЛ). Модель мо-
жет определять соответствие между параметрами упругости гидрогелей  
из ПААм и концентрацией сшивателя. При обучении алгоритмов исполь-
зованы синтетические данные, сгенерированные в результате проведения 
численных испытаний в конечно-элементном комплексе ANSYS Workbench 
(Ansys Inc., США), и результаты натурного эксперимента. Первый алго-
ритм, обученный на синтетических данных, предсказывает силовые реак-
ции, возникающие при индентировании гидрогеля, в зависимости от диа-
метра сферического индентора, глубины его вдавливания и параметров 
упругости образца. Второй алгоритм, обученный на данных натурных экс-
периментов, предсказывает концентрации сшивающего агента на основе 
силовой реакции, полученной от первого алгоритма, диаметра сферическо-
го индентора и глубины вдавливания. Таким образом, при последователь-
ной работе двух алгоритмов устанавливается связь между параметрами 
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упругости гидрогеля и концентрациями сшивающего агента. Для описания 
механического поведения материала в численных экспериментах исполь-
зованы линейно-упругая модель (для малых деформаций) и нелиней- 
ные гиперупругие модели (неогуковская и двухпараметрическая модель 
Муни — Ривлина). Гиперупругие модели выбраны на основе того, что  
параметры этих моделей имеют связь с модулем сдвига и не требуют про-
ведения дополнительных испытаний, в отличие от моделей более высоких 
порядков. Предсказания алгоритмов валидированы в соответствии с 30 % 
зарезервированных данных, не использованных при обучении, и на резуль-
татах натурных экспериментов. 

Материалы и методы решения задач, принятые допущения. Конечно-
элементное моделирование. Проведение серии численных экспериментов  
на индентирование позволило получить необходимый объем данных для 
обучения первого алгоритма СЛ. Численные эксперименты реализованы  
с помощью метода конечных элементов в программном комплексе Ansys 
Workbench (Ansys Inc., США). Контактная задача решена в осесимметрич-
ной постановке, тип конечного элемента (КЭ) PLANE182. Такой подход 
уменьшает число используемых КЭ, что позволяет сократить время прове-
дения одного расчета. При построении сетки КЭ (рис. 1, а) число элементов 
и узлов составило 10 019 и 10 216 с учетом сгущения в зоне контакта. Такая 
особенность сетки позволяет моделировать образцы достаточно большого 
размера, чтобы не учитывать влияние краевых эффектов, без потери точно-
сти и эффективности расчета. Контактная задача решена с применением 
расширенного метода Лагранжа в предположении отсутствия трения.  
Это итеративный алгоритм, который оптимизирует взаимодействие между 
поверхностями, минимизируя проникание одной поверхности в другую,  
что важно для точных результатов при моделировании деформаций  
и напряжений. В экспериментах использованы два сферических индентора 
диаметрами 5 и 10 мм. Вдавливание проведено на глубину, равную радиусу 
индентора. Материал индентора предполагали абсолютно жестким.  
Для воспроизведения свойств гидрогеля, кроме линейно-упругой модели 
материала, использованы неогуковская модель и двухпараметрическая мо-
дель Муни — Ривлина. 

Неогуковская модель гиперупругого материала — одна из простей-
ших моделей для описания поведения гидрогелей. В случае несжимаемо-
го материала упругий потенциал может быть представлен в виде 

1( / 2) 3 ,W G I  где G  — модуль сдвига; 2 2 21 1 2 3I  — первый 
инвариант тензора меры деформации Коши — Грина [26]. 
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Модель Муни — Ривлина является расширением неогуковской модели 
и одной из наиболее используемых моделей для описания гиперупругого 
поведения материалов. В случае несжимаемого материала упругий потен-
циал двухпараметрической модели имеет вид 

  01 1 10 23 3 ,W С I С I   

где 01 10,С С  — определяемые экспериментально константы материала; 
2 2 21 1 2 3 ,I  2 2 2 2 2 22 1 2 1 3 2 3 ,I  1 2,I I  — первый и второй ин-

варианты тензора меры деформации Коши — Грина [26]. Модуль сдвига 
связан с константами модели: 10 012 .G C C  Поскольку гидрогели — 
несжимаемые материалы, коэффициент Пуассона в расчетах принят рав-
ным 0,49.  Значения модулей упругости и сдвига выбраны в диапазоне 
0,5…300  и  0,16…100 кПа соответственно, что коррелирует с аналогичны-
ми значениями для мягких тканей человека [27]. 

Рис. 1. Объемное представление  
сетки конечных элементов (а) и схема численного эксперимента (б): 

1 — ось симметрии; 2 — приложенное перемещение; 3 — индентор; 4 — образец;  
5 — область вычисления силовой реакции 

Граничные условия, использованные при решении контактной задачи, 
показаны на рис. 1, б. Нижняя поверхность образца закреплена по всем 
степеням свободы, применена плоская осевая симметрия, ось которой сов-
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падает с осью координат y. К верхней поверхности индентора приложено 
линейное перемещение U. Силовая реакция, возникающая при индентиро-
вании, вычисляется на нижней поверхности образца. Для автоматизации 
процесса проведения численных экспериментов написан скрипт на языке 
APDL (Ansys Parametric Design Language), позволяющий в процессе расчета 
вычислять силовые реакции в каждом узле нижней поверхности образца, 
суммировать их и записывать в отдельный csv-файл, из которого будут 
формироваться выборки для обучения алгоритмов СЛ. 

Получение образцов гидрогелей на основе ПААм. Экспериментальные 
образцы гидрогелей из ПААм получены методом свободнорадикальной 
полимеризации [28]. В 20%-ный раствор мономера, акриламида, добав-
ляли сшиватель (N-N'-метиленбисакриламид) и систему-инициатор (пер-
сульфат аммония + N,N,N'N'-тетраметилэтилендиамин). Итоговые об-
разцы для испытаний на индентирование имели форму цилиндра диа-
метром 50 мм и высотой 30 мм. Образцы для испытаний на одноосное 
растяжение в форме лопаток с размерами рабочей части 10 × 20 мм сразу 
после синтеза вырубали ножом. Затем образцы погружали в деионизо-
ванную воду для удаления непрореагировавших компонентов, а также 
для достижения ими равновесной степени набухания. Испытания прово-
дили для равновесно набухших образов. Размер образца варьировался  
в зависимости от степени его сшивки (чем более сшит образец, тем менее 
он набухает). Для каждой степени сшивки изготовляли соответствующую 
размерам набухшего образца оснастку для проведения испытаний [29].  
В рамках настоящей работы получены образцы с концентрациями сшив-
ки 0,5; 0,7;1; 1,5; 2; 4; 5; 9;11 % .  

Постановка натурных экспериментов. Индентирование. Второй алго-
ритм СЛ обучен на основе данных, полученных в результате проведения 
испытаний на индентирование образцов ПААм. Эксперименты выполнены 
на универсальной испытательной машине Instron 5965 (Illinois Tool Works 
Inc., США) при температуре 23 С и постоянной скорости деформирования 
1 мм/мин. Зарегистрирована зависимость силовой реакции F от глубины 
вдавливания U. 

Одноосное растяжение. Для определения модулей упругости проведена 
серия испытаний на одноосное растяжение. Эксперименты проводили  
на универсальной испытательной машине Instron 5965 (Illinois Tool Works 
Inc., США) при температуре 23 С и постоянной скорости деформирования  
1 мм/мин. Зарегистрирована зависимость напряжения от относительной 
деформации. Модуль Юнга для каждого образца определяли по наклону 
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начального участка кривой зависимости напряжений от деформаций. По-
лученные результаты представлены ниже (выборка — по трем образцам): 

Концентрация сшивателя, %  ...      0,5       1          1,5       2           4       5             9         11 
Модуль Юнга, кПа  .....................  16 ± 2 19 ± 2  31 ± 3 56 ± 7  75 ± 5 105 ± 44 157 ± 5 196 ± 23 

Алгоритм «случайный лес». Алгоритм машинного обучения СЛ — 
один из наиболее эффективных и удобных инструментов для решения 
задач классификации и регрессии [30]. Алгоритм СЛ представляет собой 
ансамблевый метод, в основе которого лежит построение множества ал-
горитмов решающего дерева и усреднение результатов их предсказаний 
для получения окончательного прогноза. 

Решающие деревья — семейство моделей машинного обучения, приме-
няемых для предсказания целевой переменной на основе последователь-
ности решающих правил (предикатов). Структурно любое дерево состоит 
из корня (входной вершины), узлов (ветвлений) и листовых вершин, в ко-
торых хранятся предсказания. Каждое решающее дерево обучается на под-
множестве, полученном случайной выборкой с возвращением из исходного 
массива. Таким образом, возможно как повторение элементов исходных 
данных, так и отсутствие некоторых элементов в новой выборке. Такой 
подход необходим для обеспечения уникальности каждого дерева, что  
в свою очередь снижает вероятность переобучения модели. 

В контексте задачи регрессии алгоритм СЛ можно представить в виде 
схемы (рис. 2). На первом этапе проиллюстрировано разделение исходной 
обучающей выборки на подмножества с возвращениями, где один и тот же 
элемент может быть выбран несколько раз. Начальный массив дан- 
ных представлен в виде таблицы из пяти признаков 1 2 3 4 5( , , , , )X X X X X  
и N наблюдений. Каждому наблюдению и его признакам ставится в соот-
ветствие целевое значение y. После завершения разделения получено M 
таблиц c таким же числом наблюдений, как и в исходном массиве, но рас-
положенных в случайном порядке и с повторениями. На втором этапе  
на основе каждой подвыборки обучается M уникальных решающих деревь-
ев методом сравнения признаков в наблюдениях с пороговыми значениями 

* *( , )k m  предикатов. На третьем этапе всем решающим деревьям подается 
на вход новый вектор признаков X*, после чего алгоритмы, работая парал-
лельно, выносят независимые предсказания * *1( , ).My y  На четвертом этапе 
происходит усреднение значений, полученных от решающих деревьев,  
и вынесение окончательного предсказания модели *.Y  



Л.И. Семенов, А.Е. Крупнин, К.Г. Антипова 

46  ISSN 1812-3368. Вестник МГТУ им. Н.Э. Баумана. Сер. Естественные науки. 2025. № 6 

В рамках работы использованы два алгоритма СЛ, реализованные с по-
мощью библиотеки программного обеспечения sklearn. При обучении пер-
вого алгоритма применяли синтетические данные, полученные в резуль-
тате проведения численных экспериментов на индентирование. Второй  
алгоритм обучен на основе экспериментальных данных, полученных по ре-
зультатам натурных экспериментов по индентированию образцов из гид-
рогеля с варьированием концентрации сшивающего агента в пределах 
0,5…11 %. 

Рис. 2. Схема алгоритма СЛ: 
1 — создание подмножеств обучающих данных; 2 — построение решающих деревьев;  

3 — получение прогнозов от всех деревьев; 4 — усреднение прогнозов  
для окончательного предсказания 
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Способ взаимодействия алгоритмов машинного обучения. Схема 
двух алгоритмов машинного обучения СЛ показана на рис. 3. Для первого 
алгоритма сгенерированы три независимые обучающие выборки с разными 
параметрами упругости гидрогеля в соответствии с моделями поведения 
материала в численных экспериментах: для линейно-упругой модели — 
модуль Юнга E, для неогуковской — модуль сдвига G, для двухпараметри-
ческой модели Муни — Ривлина — константы материала 01 10, .С С  Кроме 
того, в каждой обучающей выборке перво-
го алгоритма есть признаки: глубина вдав-
ливания U и диаметр индентора D. Целе-
вым значением, предсказываемым алго-
ритмом, является силовая реакция F.  
В массиве экспериментальных данных, 
полученных для обучения второго алго-
ритма, признаками являются глубина U, 
диаметр использованного индентора D  
и силовая реакция F. Целевое значение — 
концентрация сшивателя . Для исследо-
ванных образцов параметр  принимал 
следующие значения, %: 0,5; 0,7; 1; 1,5; 2; 4; 
5; 9; 11. После завершения обучения вто-
рой алгоритм может использовать силовые реакции, полученные от перво-
го алгоритма, тем самым устанавливая соответствие между параметрами 
упругости и концентрацией сшивателя гидрогеля. 

Для повышения качества предсказаний проведена оптимизация ги-
перпараметров подбором «настроек» модели. Для первого и второго ал-
горитмов использованы гиперпараметры, приведенные ниже: 

Число решающих деревьев  .........................   400 
Максимальная глубина деревьев  ...............   11 
Минимальное число объектов: 
    для расщепления узла  ..............................   2 
    в конечных узлах  .......................................   2 
Число признаков для выбора  
расщепления  ...................................................   log2x  
                                                                              (x — общее число признаков) 

Число решающих деревьев — число базовых алгоритмов решающего  
дерева, использованное при построении модели. Максимальная глубина 
деревьев — гиперпараметр, определяющий длину максимального пути  

Рис. 3. Схема взаимодействия 
алгоритмов 
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от корневого узла до листового во всех решающих деревьях модели. Мини-
мальное число объектов для расщепления узла — гиперпараметр, который 
определяет минимальное число объектов, необходимое для разделения 
внутреннего узла дерева. Минимальное число предсказываемых значений, 
содержащихся в листовых узлах каждого дерева, определяется минималь-
ным числом объектов в конечных узлах. Число признаков для выбора рас-
щепления — гиперпараметр, который контролирует максимальное число 
признаков (глубину вдавливания U, диаметр индентора D и др.), рассмат-
риваемых при каждом разбиении узла в дереве. Таким образом, после обу-
чения первый алгоритм способен строить зависимости силовой реакции  
от глубины вдавливания для гидрогелей с параметрами упругости, соответ-
ствующими мягким тканям. 

Все выборки данных разделены случайным образом в соотношении 
70 : 30 % для обучения алгоритмов и валидации полученных предсказа-
ний. Кроме того, для валидации предсказаний второго алгоритма из обу-
чающей выборки удалены результаты испытаний образца с концентра-
цией сшивателя 1,5 %. 

Результаты предсказаний первого алгоритма. После обучения пер-
вый алгоритм показал высокую точность предсказаний при малых переме-
щениях индентора. Результаты натурных экспериментов и предсказания 
алгоритма приведены на рис. 4. Проиллюстрированы испытания гидроге-
лей с концентрациями сшивателя 1; 2; 4; 9 % .  Наименьшее отклоне-
ние от экспериментальных данных наблюдали при использовании модели 
Муни — Ривлина для генерации обучающей выборки. Это может быть  
связано с низкой точностью линейно-упругой и неогуковской моделей  
при возникновении в материале больших деформаций. Метрики оценки 
качества регрессионной модели первого алгоритма для всех моделей пове-
дения материала, использованных в численных экспериментах для состав-
ления обучающей выборки, приведены ниже. Метрики рассчитаны на ос-
нове данных, не использованных при обучении: 

– средняя абсолютная ошибка 
1

1 ˆ| |
n

i i
i

MAE y y
n

 определяет абсо-

лютное отклонение предсказаний ˆiy  от истинных значений ;iy  

– средняя квадратичная ошибка 2

1

1 ˆ( )
n

i i
i

MSE y y
n

 измеряет сред-

нее значение квадратов ошибок; 
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– корень из средней квадратичной ошибки RMSE MSE  определя-
ет стандартное отклонение ошибок предсказания; 

– коэффициент детерминации 2 2

1 1
ˆ( ) ( )

n n
i i i

i i
R y y y y  ( y  — 

среднее значение целевой переменной) позволяет оценить долю объяснен-
ной дисперсии, т. е. насколько модель лучше, чем среднее значение. 

Рис. 4. Сопоставление результатов натурных экспериментов ( )  
и предсказаний ( ) алгоритма, обученного на линейно-упругой модели  

при диаметре индентора 5 (а) и 10 мм (б), неогуковской модели  
при диаметре индентора 5 (в) и 10 мм (г), модели Муни — Ривлина  

при диаметре индентора 5 (д) и 10 мм (е) для  = 1 ( , ), 2 ( , ), 4 ( , )  
и 9 % ( , ) 
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Метрики оценки качества регрессионной модели первого алгоритма СЛ 
              MAE         MSE     RMSE      R2 
Линейно-упругая  .........................  0,0335 0,0028     0,0533  0,9998 
Неогуковская  ................................  0,0393 0,0041     0,0642  0,9997 
Муни — Ривлина  .........................  0,0430 0,0055     0,0740  0,9997 

Результаты предсказаний второго алгоритма. Работая последователь-
но, два алгоритма машинного обучения способны предсказывать концен-
трацию сшивающего агента, необходимую для получения тканеимитирую-
щего фантома с заданными механическими свойствами. Первый алгоритм 
предсказывает силовые реакции, возникающие при индентировании гид-
рогеля, второй — концентрации сшивателя на основе силовых реакций, 
определенных первым алгоритмом. Результаты прогнозирования трех схем 
машинного обучения показаны на рис. 5. Точками обозначены данные  
о соответствии между концентрацией сшивающего агента и модулями 
упругости первого и второго рода, установленными в процессе натурных 
экспериментов на одноосное растяжение. Красным маркером показаны 

Рис. 5. Результаты прогнозиро- 
вания концентрации сшивающего 
агента тремя схемами машинного 

обучения, в которых первый 
алгоритм обучен на основе данных  

для линейно-упругой (а)  
и неогуковской (б) моделей,  
модели Муни — Ривлина (в): 

 — — предсказания модели; ,  — дан-
ные натурных экспериментов, использо-
ванные при обучении второго алгоритма 

и зарезервированные для валидации 
предсказаний модели соответственно 
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параметры гидрогеля с концентраций сшивателя 1,5 %, данные о котором 
исключены из обучающей выборки второго алгоритма. Следует отметить, 
что при обучении второго алгоритма использованы только данные о сило-
вых реакциях, возникающих при индентировании гидрогелей, а соответ-
ствие концентрации сшивателя параметрам упругости необходимо для 
оценки адекватности предсказаний модели. Метрики оценки качества ре-
грессионной модели второго алгоритма в постановке, аналогичной метри-
кам первого алгоритма, приведены ниже: 

 MAE     MSE   RMSE       R2 
0,4032 0,8039        0,8966   0,9584 

Наиболее стабильной оказалась третья схема, в которой первый алго-
ритм обучен с помощью модели Муни — Ривлина. Она показывает на-
именьшее число аномалий прогнозирования и менее склонна к эффекту 
переобучения. 

Обсуждение полученных результатов. Предложенная модель машин-
ного обучения, основанная на двух алгоритмах СЛ, позволяет предсказы-
вать параметры упругости тканеимитирующих фантомов на основе кон-
центрации сшивателя с высокой точностью. Первый алгоритм успешно 
предсказывает силовую реакцию при индентировании гидрогеля на основе 
его механических свойств, второй — концентрацию сшивателя по силовой 
реакции. Наиболее устойчивые результаты получены при использовании 
гиперупругой модели Муни — Ривлина, что указывает на ее адекватность 
при описании поведения гидрогелей в условиях больших деформаций. 

Заключение. Продемонстрированы возможности алгоритмов машин-
ного обучения в качестве альтернативного метода определения механи-
ческих свойств тканеимитирующих фантомов на примере гидрогелей  
из ПААм. Реализована система, состоящая из двух алгоритмов СЛ, для про-
гнозирования механического отклика фантомов в испытаниях на инденти-
рование и для определения концентрации сшивающего агента в гидрогеле  
с заданными параметрами упругости. Для обучения алгоритмов проведе- 
но более 700 численных испытаний с применением различных моделей по-
ведения материала, а также натурные испытания образцов гидрогеля  
из ПААм с варьированием концентрации сшивателя (0,5…11 %). 
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Abstract Keywords 
Hydrogels appear to be the three-dimensional polymer 
networks, where the chemical or physical crosslinks 
between macromolecules are acting as the nodes. Cur-
rently, polyacrylamide-based hydrogels are the prom-
ising materials in obtaining the soft biological tissue-
mimicking phantoms. A key advantage of these hydro-
gels is their ability to control mechanical properties by 
varying the crosslinker concentration, i.e., the number 
of crosslinks, which makes it possible to simulate char-
acteristics of various organs and tissues. However, 
selecting the crosslinker concentration to create phan-
toms with the specified characteristics is a complex 
task requiring significant time and computational 
resources. The machine learning algorithms are able  
to determine correlation between the resulting hydro-
gel crosslink concentration and the elastic properties.  
A machine learning model based on two random 
forest algorithms is implemented being capable of 
predicting mechanical properties of the tissue-mi-
micking phantoms. The algorithms are trained using 
synthetic data obtained from the numerical indenta-
tion experiments in the licensed finite element analysis 
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software ANSYS Workbench (Ansys Inc., USA) using 
the linear-elastic material behavior model, neo-
Hookean and Mooney — Rivlin hyperelasticity mod-
els, as well as data from the full-scale experiments. 
Predictions were validated using the test data, which 
constituted 30 % of the entire data set and were not 
used in the algorithm learning, as well as results of the 
full-scale experiments 
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